
课程3：
贝叶斯分类
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原理：

用贝叶斯公式根据某特征的先验概率计算出其后验概率,然后选择具有最大后验概

率的类作为该特征所属的类。
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先验概率p(y)： 反映了我们在实际观察之前对某种状态的预期 --> 根据以往经
验和分析得到的概率

举例：近一段时间以来接触到的一角的硬币比五角的硬币多,因此他觉得更可能是
一角

证据因子p(x)： 使预估概率更接近真实概率 --> 起到归一化作用
若给定一个数据集，其中p(x)的概率就被固定下来了，保持不变



似然函数p(x|y)： 根据样本出现的频率来估计这个特征的概率

概率vs似然

• 概率：已知硬币的参数，就可以去推测抛硬币的各种情况

的可能性

• 似然：我们对硬币的参数并不清楚，要通过抛硬币的情况

去推测硬币的参数

后验概率p(y|x)： 事件x发生后，得到结果y的概率
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最小错误率贝叶斯决策

样本x上错误的概率

所有服从同样分布的独立样本上错误概率的期望

最小错误率贝叶斯决策

决策规则

2 1

1 2

( | ) x

( | ) x
P(e|x)={P w x w

P w x w





如果决策

如果决策

P(e)= P(e|x)p(x)dx

minP(e)= P(e|x)p(x)dx

1 2P(w |x)>P(w |x)如果 ，则 ；反之，则1x w
2x w
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最小风险贝叶斯决策

i

j 1

R c |x = ( | )
N

ij jk P c x
=

（ ）条件风险（期望损失）：

1.错误的分类会带来损失

把病人误诊为健康 ---> 风险代价大

把正常人误诊为病人 ---> 风险代价小

2.不同的错误带来的损失可能不同,记作 i jk

例：c = 1,2,3,4

1 1,1 1 1,2 2 1,3 3 1,4 4R(c |x) = ( | )+k ( | ) ( | )+ ( | )k P c x P c x k P c x k P c x+
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→我们判断的类别

→原本真实的类别
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判定准则：

总体风险： 条件风险的期望

R(h)=E [ ( ( ) | )]x R h x x 最小化

最小化每一项 R(c|x)

==


)|(k)|(minarg)(h ij

* xcPxcRx
Yc

贝叶斯最优分类器

...21 minminmin ++= 样本样本总

最小风险贝叶斯决策
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0-1损失：
0 if  i =  j;

ij 1k ={ otherw ise

，
， ijk定义

)|(1)|(R xcpxc −=

1 1,1 1 1,2 2 1,3 3 1,4 4R(c |x) = ( | )+k ( | ) ( | )+ ( | )k P c x P c x k P c x k P c x+

)|(minarg)(h* xcRx
Yc

=

)|(maxarg)(h* xcPx
Yc

=

最小风险贝叶斯决策
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• P(Positive)和N(Negative) 表示模型

的判断结果

• T(True)和F(False) 表示模型的判断结

果是否正确

• FP:假正例

• FN:假负例（第二类错误）

• TP:真正例

• TN:真负例（第一类错误）

灵敏度

特异度

两类错误率

TP
Sn=

TP+FN

TN
Sp=

TN+FP
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两类错误率

• 第一类错误率α：真实的阴性样本中被错误判断为阳性的比例

• 第二类错误率β：真实的阳性样本中被错误判断为阴性的比例

21 1( )= ( | )RP e p x w dx第一类错误率：

12 2( )= ( | )RP e p x w dx第二类错误率：

1

2 0

min P (e)

. . ( ) 0s t P e − =

固定一类错误率、使另一类错误率尽可能小

Neyman-Pearson决策
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ROC曲线
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（1）假设在某个局部地区细胞识别中正常(w1)和异常(w2)两类的先验概率分

别为：正常状态P(w1)=0.9，异常状态P(w2)=0.1

现有一待识别的细胞,其观察值为x,从类条件概率密度曲线上分别查得

p(x|w1)=0.2 ，p(x|w2)=0.4，试对该细胞x进行分类

（2）在（1）给出条件的基础上,利用表2-2的决策表,按最小风险贝叶斯决策

进行分类

练习
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1 1
1 2

1

2 1

p( | ) ( ) 0.2*0.9
P( | ) 0.818

0.2*0.9 0.4*0.1
( | ) ( )

P( | ) 1 ( | ) 0.182

j j

j

x w P w
w x

p x w P w

w x P w x

=

= = =
+

= − =



1 2P( | ) 0.818 P( | ) 0.182w x w x=  =

解:利用贝叶斯公式,分别计算出w1及w2的后验概率

根据贝叶斯决策规则式(2-8),因为

所以合理的决策是把x归类于正常状态
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1 2

1 2

11 12

21 22

P(w )=0.9,   P(w )=0.1

P(x|w )=0.2 P(x|w )=0.4
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0 0
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解:已知条件为

根据例2.1的计算结果可知后验概率为

再按式(2-26)计算出条件风险

即决策为w2的条件风险小于决策为w1的条件风险,因此我们釆取决策行动α2,即判断
待识别的细胞x为w2类—异常细胞。
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最大似然估计

原理：通过事实数据，猜测模型参数情况

• 相信试验/数据反映的客观规律

• 试验结果/数据既然已经发生，就说明该事件发生的可能性是很大的，

是个大概率事件
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x1,x2,...,x6 = {5,4,6,5,2,4}

5 5 5 4 4 6

10 10L( ) [C (1 ) ][C (1 ) ]...    = − −

L( )

)(L max ̂

最大似然函数步骤：

• 写似然函数

• 取对数

• 求偏导

)(Lln 

ln L ( )
0






=



最大似然估计求解
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取对数

写似然函数

正态分布下的最大似然估计

概率密度函数

求偏导
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最大后验估计MAP

最大后验估计与最大似然估计相似

不同点：在于估计θ的函数中允许加入一个先验p(θ)，此时不是要求似然函数

最大，而是要求由贝叶斯公式计算出的整个后验概率最大

^

x

( | ) ( )
arg max

( )

arg max ( | ) ( )

arg max{ ( | ) log ( )}

= arg max{ p( | ) log ( )}

MAP

X

p X p

p X

p X p

L X p

X p

 


 

 

 


=

=

= +
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贝叶斯估计

本质：贝叶斯估计的本质是通过贝叶斯决策得到参数θ的最优估计，使
得总期望风险最小

区别：不直接估计参数的值，而是允许参数服从一定概率分布

基本原理：
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贝叶斯估计

P(θ)是待估计参数θ的先验概率,θ取值与样本集 有

关, 是 作为θ的估计量时的损失函数。

定义样本X下的条件风险为

则有

又 非负,则由贝叶斯决策知,求R最小即求 最小。

即:

可得最优估计:

^

( , )   ̂

^ ^

( | ) ( , ) ( | )R x p x d     = 
^

( | ) ( )
dE

R R x p x dx= 

^
* arg min R( | )x =

* ( | )p x d   = 

^

R( | )x

1 2{ , ,... }ND x x x=

^

R( | )x
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贝叶斯估计步骤

贝叶斯估计的基本步骤(基于平方误差损失函数)

1.确定参数θ的先验分布p(θ);

2、由样本集D={x1,x2,…x}求出样本联合分布P(D|θ),它

是θ的函数:

3、利用贝叶斯公式,求0的后验分布

4.求出贝叶斯估计值

1

( | ) ( | )
N

n

n

P D p x 
=

=

( | ) ( )
( | )

( | ) ( )

P D p
P D

P D p d


 


  

=


^

( | )P D d


   = 
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非参数估计

参数估计：已知样本类别和函数模型（假设一个模型），根据样本估计模型中

的未知参数

非参数估计：已知样本类别，未知函数模型（不假设模型），直接从样本中学

习估计模型
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非参数估计 -- 直方图

• 把x的每个分量分成k个等间隔小窗,

( ,则形成 个小舱)

• 统计落入各个小舱内的样本数

• 相应小舱的概率密度为:

(N:样本总数,V:小舱体积)

iq

dx E dk

iq / ( )NV

直方图方法
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直方图

小区间的大小选择与估计的效果是密切相连的。

• 如果区域选择过大，会导致最终估计出来的概率密度函数非常粗糙；

• 如果区域的选择过小，可能会导致有些区域内根本没有样本或者样本

非常少，这样会导致估计出来的概率密度函数很不连续

小窗宽度对直方图估计的影响示意
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非参数估计思路

一个向量x落在区域R中的概率P为P= p(x)dxR

因此,可以通过统计概率P来估计概率密度函数p(x)

用直方图逼近概率密度函数

非参数概率密度估计的核心思路:
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非参数估计思路

假设N个样本的集合X={x1…x}是根据概率密度函数为p(x)的分布独立抽取得到的

那么,有k个样本落在区域R中的概率服从二项式
k

k NP =C p (1 )k N kp −−

k的期望值为 E[k]=NP

对P的估计
^

P
k

N
= 当N-->∞时,估计是非常精确的
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非参数估计

• 假设p(x)是连续的,且R足够小使得p(x)在R内几乎没有变化

• 令R是包含样本点x的一个区域a,其体积为V,设有N个训练样

本,其中有k落在区域R中,则可对概率密度作出一个估计:

P= p(x)dx=p(x)VR
^

P
k

N
=

^

P(x)
k

NV
= 对p(x)在小区域内的平均值的估计
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非参数估计收敛问题

收敛性问题:样本数量N无穷大时,估计的概率函数是否收敛到真实值?

实际中, 越精确, 要求:R→0

实际中,N是有限的

当R→>0时,绝大部分区间没有样本:

如果侥幸存在一个样本,则:

N
ˆlim ( ) ( )Np x p x

→
=ˆ ( )p x

ˆ ( )=0p x

ˆ ( )=p x 
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非参数估计理论结果

设有一系列包含X的区域R1,R2,…,Rn,…,

对R1采用1个样本进行估计,对R2用2个，Rn包含kn个样本。Vn为Rn的体积。

/
P ( ) n

n

n

k N
x

V
= 为 的第n次估计

如果要求 能够收敛到 ,那么必须满足:

lim 0n
n

V
→

=

lim n
n

K
→

= 

lim 0n

n

K

n→
=

P ( )n x P( )x

P( )x



课程3-30

选择Vn

选择Kn

lim 0n
n

V
→

=

lim n
n

K
→

= 

lim 0n

n

K

n→
=
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Kn近邻估计

N近邻估计就是一种采用可变大小的小舱的密度估计方法,基本做法是:

根据总样本确定一个参数 ,即在总样本数为N时我们要求每个小舱内拥有

的样本个数。

NK

• 在样本密度比较高的区域小舱的体积就会比较小

• 而在密度低的区域则小舱体积自动增大

这样就能够比较好地兼顾在高密度区域估计的分辨率

和在密度区域估计的连续性。
窗口宽度和样本密度关系示意图
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Parzen窗法

思想：将核函数看作一个窗,统计样本落在窗内的个数来估计概率密度函数

估计的密度函数为

假定区域Rn是一个d维超立方体,hn是超立方体一条边的长度,则有体积

d

n nV h=

窗(核)函数定义为
1

( )
N

i
N

i

x x
k

h


=

−
=

^

1

1
( ) ( )

N
i

i

x x
p x

NV h


=

−
= 



课程3-33

Parzen窗法的形式

方窗

正态窗

超球窗

d

1
|x -x |<=h/2,j=1,2,...,d

h

0
( , ) {

jj
i

ik x x =
，若

，其他

1 |x-x |<=

0
( , ) { i

ik x x
−

=
V ，若

，其他

1((x-x ) Q (x-x ))1

2

2

1
( , )

(2 ) | |

T
i i

i
d d

k x x e
Q



 

−

−

=
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作业二:利用贝叶斯分类器实现基于身高体重的性别分类

⚫ 推荐编程环境:Anaconda+Jupyter notebook+pytorch

安装教程：点这

⚫ 要求可视化决策面以及分类结果

https://www.zhihu.com/question/58033789/answer/254673663
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